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INSIGHTS LINGUISTICOS RELATIVOS A LA
NORMALIZACION LEXICA DE CONTENIDOS
GENERADOS POR USUARIOS

LINGUISTIC INSIGHTS ON THE LEXICAL
NORMALIZATION OF USER-GENERATED CONTENT

Laura Alonso Alemany*

Resumen

Presentamos trabajo en progreso acerca de la normalizacién de palabras para con-
tenidos generados por usuarios. El enfoque es simple y ayuda a reducir el volumen
de anotaciones manuales caracteristicas de enfoques mds cldsicos. Primero, agrupa-
mos las variantes ortogrdficas de una palabra, mayormente las abreviaturas. De estos
ejemplos agrupados manualmente aprendemos un clasificador automadtico que, dada
una palabra no vista anteriormente, determina si es una variacion ortografica de una
palabra conocida o si es una palabra totalmente nueva. Para lograr eso, calculamos
la similitud entre la palabra no vista y todas las palabras conocidas, y clasificamos la
nueva palabra como una variante ortografica de su palabra mds similar. El clasificador
aplica una medida de similitud de secuencia de caracteres basada en la distancia de
edicion Levenshtein. Para mejorar la exactitud de esta medida, le asignamos a las
operaciones de edicién un costo basado en el error. Este esquema de asignacién de
costos apunta a maximizar la distancia entre secuencias similares que son variantes
de diferentes palabras. Esta medida establecida de similitud alcanza una exactitud
de .68, una importante mejoria si la comparamos con el .54 obtenido por la distancia
Levenshtein.

Palabras clave: normalizacion de palabras, palabras no vistas, secuencias de carac-
teres, variantes ortograficas.

Summary

We present work in progress on word normalization for user-generated content.
The approach is simple and helps in reducing the amount of manual annotation
characteristic of more classical approaches. First, orthographic variants of a word,
mostly abbreviations, are grouped together. From these manually grouped examples,
we learn an automated classifier that, given a previously unseen word, determines
whether it is an orthographic variant of a known word or an entirely new word. To
do that, we calculate the similarity between the unseen word and all known words,
and classify the new word as an orthographic variant of its most similar word. The
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classifier applies a string similarity measure based on the Levenshtein edit distance.
To improve the accuracy of this measure, we assign edit operations an error-based
cost. This scheme of cost assigning aims to maximize the distance between similar
strings that are variants of different words. This custom similarity measure achieves
an accuracy of .68, an important improvement if we compare it with the .54 obtained
by the Levenshtein distance.

Key words: word normalization, unseen words, strings, orthographic variants.

1. Introduccion y motivacion

En tiempos recientes ha habido un incremento significativo en textos informales ge-
nerados por los usuarios, donde los usuarios utilizan en gran medida palabras per-
sonalizadas: abreviaturas, acrénimos, salteo de vocales, nimeros en lugar de letras,
etc. Buenos ejemplos de eso son los blogs comunitarios, los mensajes cortos de texto
enviados por celular, los estados de los usuarios en las redes sociales, anuncios o listas
de subastas.

Este contenido generado por los usuarios provee una creciente cantidad de informa-
cién privilegiada para una variedad de metas, que oscilan entre resefias de productos o
servicios y vigilancia de epidemias. Entonces, ser capaz de procesar automaticamente
este tipo de textos es tanto prometedor como necesario. Prometedor debido a la infor-
macion rica que acarrea, usualmente es informacion que no puede encontrarse en otro
lugar. Necesario porque la cantidad de textos generados por el usuario es grande y estd
en crecimiento, y también es diferente del lenguaje estdndar y rdpidamente cambiante,
lo que hace que sea inviable tratarlo manualmente.

Grandes cantidades de textos son usualmente pre-procesadas con herramientas estdn-
dar de Procesamiento del Lenguaje Natural (PLN) para obtener alguna abstraccion
lingiifstica del texto crudo. No obstante, las herramientas estdndar de PNL no pue-
den aplicarse directamente a textos generados por el usuario debido a que presentan
muchas diferencias respecto al dialecto estdndar de los lenguajes, en el nivel Iéxico,
sintdctico e incluso semdntico. Esto hace que sea muy dificil extraer informacion
automdticamente de ellos o aplicar algin otro tipo de tratamiento automdtico mds
complejo, como traduccién automadtica (AiTi et al., 2005) o alimentar una base de
datos (Michelson y Knoblock, 2006).

Una estrategia usual para el tratamiento automadtico de estos mensajes es convertir-
los (o “traducirlos”) en sus equivalentes dentro del dialecto estdndar. Esas versiones
traducidas pueden ser tratadas exitosamente por herramientas estdndar para el Proce-
samiento del Lenguaje Natural. Un valor agregado de esta estrategia es que provee
informacidn acerca de la relacion entre el dialecto estdndar y las préximas variantes.
Ademds de esto, si utilizamos métodos de mdquinas de aprendizaje no supervisado,
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podemos incorporar automdticamente nuevos mensajes en la estrategia, y asi seguirle
el ritmo a la rdpida evolucion de las nuevas variantes.

La primera tarea necesaria para aplicar las herramientas de PLN es normalizar el vo-
cabulario en estas aplicaciones. Con frecuencia, la normalizacién del vocabulario para
este tipo de texto se hace con diccionarios manualizados de abreviaturas y variantes'.
No obstante, la variacion en este tipo de texto es muy alta, y nuevas variantes de pa-
labras y nuevas maneras de expresion son producidas rdpidamente. En este contexto,
un enfoque mds automatizado se vuelve necesario para mantenerse el ritmo de la
evolucidn del lenguaje.

En este trabajo aplicamos un método basado en la distancia de edicion para normali-
zar palabras no-estdndar. Nuestra distancia de edicién debe ser capaz de diferenciar
entre operaciones de edicion discriminativas y no discriminativas. No todas las opera-
ciones de edicién son iguales as{ como tampoco son iguales todos los contextos, para
que tenga lugar una operacién de edicion. Por ejemplo, vocales comunes pueden ser
eliminadas con bajo costo, o supresiones de consonantes son menos costosas si estdn
en un grupo de consonantes que rodeadas de vocales, con un rol menos prominente
en la formacidn de la silaba. A pesar de que los insights lingiifsticos pueden ser ttiles
para asignar peso a este tipo de fonema, su nimero, variedad y la rdpida evolucion
de las formas de palabras hacen que un enfoque de aprendizaje mecdnico sea mds
adecuado.

Desarrollamos un enfoque para paliar la intervencién humana en el proceso de nor-
malizacidn del texto generado por el usuario. Sustituimos la normalizacién basada
en el diccionario por conjuntos de palabras con el mismo tipo candnico. Luego, dada
una nueva palabra, un clasificador automdtico encuentra la palabra mds parecida en
los conjuntos manualmente creados. Si la similitud entre estas dos secuencias de ca-
racteres es sobre un umbral dado, la nueva palabra se clasifica junto a la mds similar;
si no, constituye un nuevo conjunto. En este encuadre, la tarea del anotador humano
se reduce a crear una serie inicial de conjuntos y validar las asociaciones creadas por
el clasificador.

Agrupar variantes de una misma palabra parece un buen enfoque para la normaliza-
cién, en contraste con asignar una estructura candnica a todas las variantes de una
palabra. Luego, la tarea de normalizar cambios cambia de encontrar similitudes entre
una palabra desconocida y estructuras candnicas, a encontrar similitudes entre una
palabra desconocida y todas las variantes conocidas de una palabra. Esto permite
capturar variantes de variantes, que ocurren por lo general en el contexto dindmico

! Varios servicios online para normalizacién del lenguaje de los textos recurren a estrategias basadas en
diccionarios, como http://transl8it.com/; http://www.lingo2word.com/translate.php; http://www.dtextrapp.com/
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del contenido generado por los usuarios. En este trabajo nos centraremos en los avisos
de los periddicos, pero esperamos que nuestro método pueda ser facilmente transfe-
rido a otros dominios con similares fenémenos. La publicidad presenta la ventaja de
proveer abundante, corpora situada en el tiempo, como opuesto a otros géneros como
mensajes de texto cortos.

El resto del trabajo es organizado de la siguiente manera. Primero revisamos parte del
trabajo previo sobre la normalizacion de textos muy abreviados y aprendizaje de dis-
tancias de edicién. Luego describimos los datos y el método que utilizamos para nor-
malizar textos de publicidad. En la Seccidn 4 recorremos los diferentes enfoques para
modificar el costo de operaciones de edicion en una distancia de edicion de secuencias
de caracteres para mejorar la exactitud de la medida de similitud entre palabras. Los
experimentos y resultados son presentados en la Seccion 5, seguido de un andlisis de
las implicaciones lingiiisticas de los costos aprendidos para las distancias de edicidn.
Concluimos delineando algunas ramificaciones para este trabajo.

2. Trabajos previos

La normalizacion de textos es una tarea crucial para muchas aplicaciones PLN, es-
pecialmente en géneros donde nuevas variantes de las palabras son producidas ra-
pidamente, de manera que un lexicon se torna demasiado estdtico, fracasando en la
cobertura de mayores proporciones de texto. Este es el caso de los sms y sus abrevia-
turas (AiTi et al., 2005; Choudhury et al., 2007; Acharyya et al., 2008; Kobus et al.,
2008; Cook and Stevenson, 2009) o los textos médicos, con gran uso de acrénimos
(Pakhomov, 2002; Torii et al., 2006; Okazaki et al., 2008; Stevenson et al., 2009). La
normalizacién y los enfoques basados en la distancia de edicion para la normalizacion
pueden encontrarse también en dreas de aplicacion como la correccién de ortografia
o reconocimiento de discurso.

Sproat et al. (2001) presentan un extenso trabajo en normalizacién de palabras no estdn-
dar en diferentes géneros y aplicando técnicas tanto supervisadas como no supervisadas.
Los enfoques que presentan dependen fuertemente de enfoques heuristicos a las mds sis-
temadticas formas de variaciones de palabras, dejando el aprendizaje para las partes mds
libres. Este enfoque es exitoso, pero depende de una cantidad considerable de reglas
hechas a mano que deben ser actualizadas regularmente si pretenden estar al dfa con los
cambios en el contenido generado por el usuario. Nuestro objetivo es generar un método
que reduzca el grado de intervencion de seres humanos requerida.

Nuestra hipdtesis consiste en que una medida conveniente de similitud entre palabras
deberia permitir agrupar palabras automdticamente. La distancia de edicion de se-
cuencias de caracteres parece ser especialmente adecuada para este propdsito, porque
estamos intentando evaluar si una secuencia de caracteres dada es una manera dife-
rente de escribir otra secuencia de caracteres. No obstante, las distancias de prop6sito
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general pierden precision en secuencias de caracteres muy cortas, como en el caso de
las abreviaturas. En este contexto, una distancia de edicion mds fina se torna necesa-
ria, distancia donde el poder de discriminacién de diferentes operaciones de edicién
no es homogéneo. Asi, el problema de encontrar una distancia de edicién mds fina se
convierte en el problema de encontrar los costos de las operaciones de edicién que
discriminan mejor.

Numerosos enfoques han sido propuestos para conocer los costos de las operaciones
de edicion para distancias de edicién de secuencias de caracteres, desde transducto-
res estocdsticos (Ristad and Yanilos, 1998; Bilenko and Mooney, 2003; Oncina and
Sebban, 2006) hasta campos condicionales aleatorios (McCallum et al., 2005), enfo-
ques de mdxima entropia (Pakhomov, 2002), modelos de canales ruidosos (AiTi et al.,
2005; Cook and tevenson, 2009) o modelos de Markov ocultos (Durbin et al., 1998).

Proponemos un modelo simple que no posee el poder expresivo (y el enorme espacio
de busqueda correspondiente) de modelos mds complejos como el de (McCallum et al.,
2005), pero alcanza una buena performance en la tarea del momento, comparable con
otros enfoques. Por ejemplo, (Choudhury et al., 2007) utilizan modelos de Markov ocul-
tos entrenados en un corpus de SMS alineados manualmente con su transcripciones estdn-
dar al inglés, y alcanzan una precisién del 57,7%. Utilizando un enfoque no supervisado
en una tarea comparable, (Cook and Stevenson, 2009) obtienen una exactitud de 59%.

3. Datos y método

Nuestro enfoque para la normalizacion de textos publicitarios es el que sigue. Prime-
ro, agrupamos manualmente las variaciones ortograficas de la misma palabra en una
muestra del corpus. Luego, para una nueva palabra w, determinamos si es una variante
ortogrdfica de una palabra conocida o si es una palabra nueva.

En lo que sigue detallamos ambos pasos.

3.1. Ejemplos clasificados manualmente
Estamos trabajando con un corpus de 1 millon de palabras de avisos en espafiol clasi-
ficadas sobre inmuebles del periddico argentino local La Voz del Interior.

Hemos agrupado manualmente las variantes ortograficas de palabras encontradas en
un solo dfa de avisos, en total 3359. Entre 55946 palabras tipo (Secuencias de carac-
teres separadas por espacios), 8727 elementos tnicos fueron encontradas, sin contar
los nimeros. Clasificamos manualmente las palabras en 2824 grupos de los cuales 113
tenfan 10 o mds palabras y 1700 tenian un solo elemento. También creamos un corpus
mds pequefio, para llevar a cabo experimentos menores, con palabras que aparecian

2 http://www.clasificadoslavoz.com.ar/
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10 veces o mds, en un total de 927 palabras, con 493 clases, de las cuales 333 eran
clases de elemento tnico y 5 tenian 10 o mds elementos.

Las variantes flexivas de la misma raiz son consideradas en la misma clase, porque
tienden a abreviarse con el mismo significado (p. e., “Ot. ot. ot ots Ot otr otra otros.”,
con diferentes formas de “(y)otra” y abreviaturas que son vdlidas para todos ellos).

Las palabras no fueron separadas de la puntuacién porque en este contexto la
puntuacién es ambigua, puede significar abreviatura pero también una relacion
entre dos partes de una misma palabra. No separamos las palabras en expresiones
multi-palabra, muchas de las cuales se escriben juntas (p. e., “3d” para “3
dormitorios™).

3.2. Clasificacion de palabras no vistas previamente

Para la palabra w no vista previamente, encontramos la palabra c en la muestra ma-
nualmente recolectada que es mds similar a w. Si la similitud entre w y ¢ se encuentra
sobre un determinado umbral, entonces w es asignada al mismo grupo que ¢, como
una variante ortografica de la misma palabra. Por el contrario, si w y ¢ son demasiado
disfmiles, un nuevo grupo es creado con la nueva palabra w. Medimos la similitud
entre las palabras utilizando la inversa de una distancia de edicion de secuencia de
caracteres: cuanto mds corta la distancia, mds grande la similitud.

La distancia bdsica de edicion utilizada para calcular la similitud entre palabras es la
distancia Levenshtein (Levenshtein, 1966). Esta distancia cuenta el nimero de cam-
bios que son necesarios para transformar una secuencia de caracteres en otro. Cada
cambio u operacion de edicién tiene un costo uniforme de 1, mientras que dejar el
mismo cardcter en ambas secuencias de caracteres tiene un costo de 0. Las operacio-
nes de edicién son aplicadas de izquierda a derecha en la secuencia de caracteres.

Hemos introducido algunas modificaciones en la distancia bdsica Levenshtein, tratan-
do de mejorar su precisién para encontrar variantes ortograficas.

Primero, hemos sopesado los costos de las operaciones de edicion, que son uniformes
en las distancias Levenshtein. Como desarrollamos en la Seccién 4, hemos explorado
dos estrategias para determinar el costo de las operaciones de edicién que reflejan su
impacto para identificar variantes ortogrdficas de una palabra, como observamos en
ejemplos manualmente clasificados.

Segundo, las operaciones de edicion se han enriquecido con el contexto, teniendo en
cuenta el cardcter anterior y posterior al cardcter en el que tiene lugar la operacion.
Entonces, diferentes pesos fueron asignados a la misma operacién de edicion si ocu-
rria con diferentes caracteres antes o después de la misma.
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Para evitar la ocurrencia escasa de datos que acompafia una mayor granularidad en las
operaciones de edicion, asignamos peso a las operaciones de edicién con un contexto
completo (con un cardcter previo y un cardcter posterior), con contenido parcial (con
el cardcter previo y el cardcter posterior como instancias separadas) y sin contexto (sin
caracteres que lo rodeen).

Luego, cuando encontramos la distancia de edicion para un par de secuencias de carac-
teres, las operaciones de edicidn fueron aplicadas utilizando una estrategia de reculada
Iback-off), en un orden especifico de mds a menos: si hemos aprendido un peso para la
operacidn con el contexto izquierdo y derecho, aplicamos eso, si no, aplicamos el peso
con el contexto parcial hacia la izquierda o hacia la derecha, si no tuvimos evidencia
para ninguno de esos contextos, aplicamos el peso de la operacidn sin ningilin contexto.
En caso en que la operacion de edicion no haya sido vista en el corpus de entrenamiento,
no tendria peso. En ese caso se aplica la distancia Levenshtein, con costo 0 en el caso de
que haya coincidencia entre caracteres y 1 para no-coincidencia, insercién o supresion.

4. Aprendizaje de medidas de secuencias de caracteres basado en la distancia de
edicion

En el contexto de los avisos en periddicos, como es el caso en otros contextos con mu-
chas abreviaturas, como sms o trabajos cientificos, encontramos numerosas secuencias
de caracteres cortas, posiblemente con grandes variantes entre ellas, por ejemplo: “l/c
livicom. liv/icom liv-com, livicom, l/c. lc. Ic lc, l/com. l/com L/c l/c,” para “living come-
dor”. Con costos de edicién uniforme, la mayoria de las secuencias de caracteres mds
cortas serdn igualmente distantes a muchas palabras diferentes. Necesitamos nuestra
distancia de edicién para capturar grados en la importancia de operaciones de edicion,
evaluar cudles significan una diferencia importante en secuencias de caracteres y cud-
les no. Tomando la distancia Levenshtein como punto de partida, intentamos encontrar
una medida de similitud que mejorara su performance al modificar el costo asociado a
las diferentes operaciones de edicidn. Los costos fueron modificados al aprovechar la
evidencia de nuestro corpus manualmente anotado, en dos diferentes maneras: por una
combinacidn entre bisqueda aleatoria y bisqueda del mejor primero en el espacio de los
costos asociados a cada opcion de edicion, y asociando los costos generados por errores
a las operaciones de edicion. Desarrollamos estos enfoques a continuacion.

4.1. Busqueda aleatoria del espacio de costos

Como un primer enfoque, hicimos una busqueda aleatoria para encontrar una con-
figuracion de costos que podrian mejorar la linea de base de la distancia de edicidn.
Debido a que el espacio de bisqueda es muy grande, exploramos cambiando los valo-
res solo para aquellas operaciones que realmente ocurrieron cuando las palabras en el
corpus fueron alineadas unas con otras. Utilizamos una combinacion entre bisquedas
aleatorias y busquedas del primer mejor en el espacio de los costos de operaciones de
edicidn.
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El procedimiento fue el siguiente. Primero, tomamos 50 operaciones de edicién al
azar, y modificamos su costo inicial al agregar primero 1 y luego sustraer 1 al mismo.
Para cada modificacion en cada operacion, evaluamos el impacto en la exactitud en
una pequefia muestra aleatoria del corpus, y registramos la exactitud obtenida. Luego,
ordenamos las operaciones en orden de exactitud decreciente, y evaluamos el impacto
de la modificacién en una muestra mds grande del corpus.

Si la precision en esta muestra mds grande fue mayor que con la distancia Levens-
htein, introdujimos las modificaciones en la presente serie de costos para operaciones
de edicidn, y procedimos a evaluar la siguiente modificacién. Dejamos de evaluar las
modificaciones con muestras mds grandes del corpus cuando la exactitud obtenida en
la muestra mds chica fue menor que la mejor exactitud obtenida hasta ese momento.
Luego, comenzamos la bisqueda nuevamente explorando otras 50 operaciones alea-
torias, hasta que una mejora significativa fue alcanzada.

4.2. Busqueda dirigida por el error

Para mejorar la precision de la distancia Levenshtein de una manera mds eficiente que
con la bisqueda aleatoria, aplicamos un esquema dirigido por el error para modificar
los costos de la operacion de edicion.

Asignamos a las operaciones de edicion un costo obtenido del nimero de veces que la
operacidn de edicidn fue vista en la alineacion de una palabra con la que se encontrd
como mas parecida a ella, la que serfa identificada como una variante ortogrdfica de la
misma palabra. Las alineaciones fueron obtenidas aplicando la distancia Levenshtein
a los pares de palabras. Luego, contamos las veces en que la operacion de edicion
fue vista en una alineacién de un par de palabras que eran en realidad variantes de la
misma palabra (coincidencia), y palabras diferentes (no-coincidencia).

Luego, el valor asignado a cada operacién de edicion fue la proporcion de veces que
ocurrié en una no-coincidencia menos la proporcién de veces que ocurri6 en una
coincidencia, de modo que las operaciones que ocurrian mds seguido en los ajustes
recibian costos menores, incluso negativos. Esto minimiza el costo de alineacién de
palabras con operaciones de edicidn que ocurrieron mayormente en las coincidencias,
y maximiza el costo de las operaciones de edicién que ocurrian mds que nada en los
no-coincidencias.

CostoOe = no-coincidenciaOe - coincidenciaoe
Noe Noe

Para evitar cdlculos inexactos de eventos que ocurren demasiado pocas veces, solo
tomamos en cuenta aquellas operaciones que ocurrian mds de 10 veces en los ejem-
plos anotados manualmente. Ademads, tomamos 4 muestras del corpus y encontramos
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el costo asignado a la operacion en cada una de las 4 muestras, y solo incorporamos
aquellos costos cuya desviacidn estdndar en las cuatro muestras era menor a tres ve-
ces la media del costo. En esos casos, el costo de la operacion de edicion fue el costo
promedio en las 4 muestras.

Se debe destacar que al encontrar una operacién de edicion para la cual no se habia
registrado ningtin costo, se reculd (backed-off) a la distancia Levenshtein.

5. Experimentos y resultados

Evaluamos las modificaciones mencionadas anteriormente utilizando el corpus ma-
nualmente anotado que nombramos en la Seccién 3.1. Evaluamos la exactitud como
la proporcion de palabras en el corpus de evaluacién que coincidieron correctamente
con una variante ortografica de la misma palabra o destacadas como la dnica manera
de escribir una palabra encontrada. El umbral para discriminar diferentes palabras fue
llevado a 3, es decir, un nuevo grupo fue creado para aquellas palabras cuyo candidato
mds cercano estaba a una distancia de edicién mayor a 3.

La distancia Levenshtein obtuvo una exactitud de .54 en el corpus de 900 palabras.

La bisqueda aleatoria en el espacio de costos de operacidn de edicién no arrojé mejo-
ras significativas respecto de la distancia Levenshtein. Efectivamente, para la mayoria
de las muestras, la exactitud utilizando la distancia Levenshtein fue la misma que
utilizando los costos modificados.

La modificacion de costo dirigida por el error fue mds exitosa que la bisqueda alea-
toria. Cuando se entrend en el corpus de 900 palabras, la exactitud crecid a .58. No
obstante, pocas (376) operaciones de edicién fueron modificadas porque la mayoria
de ellas no cumplian con las condiciones para ser tenidas en cuenta: 0 muy pocas
ocurrencias o muy alta variabilidad entre las muestras. Cuando entrenado en el corpus
de 8000 palabras, muchas mds (6324) operaciones de edicion cumplieron las condi-
ciones, que arrojaron una exactitud del .68 en el corpus de 900 palabras.

6. Analisis cualitativo de los resultados

Inspeccionamos manualmente los pesos aprendidos para los pardmetros de distancias
de edicidon. Esto nos permitié encontrar regularidades para sostener hipétesis lingtifs-
ticas sobre cémo los usuarios introducen variaciones en las palabras, mientras que
estas se mantienen entendibles para sus compaiieros lectores.

Antes que nada, descubrimos que el enfoque completo estaba funcionando como se
esperaba porque se asignaron, efectivamente, pesos mas bajos a caracteres idénticos
que a caracteres diferentes, y que a las variantes de mindsculas y mayusculas del mis-
mo caracter se les asignaron también valores mds bajos. Con respecto a los caracteres
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unicos, los paréntesis fueron los que mds bajo costo de alineacion tuvieron, junto con
el signo +.

Por el contrario, los caracteres Unicos a los que se asignd el costo mds alto fueron los
nimeros (especialmente 2 y 3), y a la letra ‘s’, especialmente en el contexto del final-
de-la-palabra. Estos tres caracteres tienen la propiedad comin de que expresan cardi-
nalidad, que es un fragmento de significado muy importante en el contexto de textos
referidos a inmobiliarias, y los usuarios no quieren arriesgar no ser comprendidos.

Los valores fueron mds altos para las no-coincidencias con consonantes poco frecuen-
tes, por ejemplo, entre z y otras consonantes, o entre letras de muy diferente sonido,
como entre ¢y otras letras. Las inserciones y eliminaciones tuvieron valores mds bajos
que las no-coincidencias. Las inserciones mds penalizadas fueron aquellas que recrea-
rian una estructura sildbica, es decir, la insercion de una vocal entre consonantes o de
una consonante al final de la palabra.

7. Conclusiones y trabajo futuro

Hemos presentado trabajo en desarrollo orientado a la normalizacién de palabras en
avisos clasificados. Nuestro enfoque requiere menos intervenciéon humana que los
enfoques basados en diccionarios. Las variantes ortograficas de la misma palabra son
agrupadas, y la forma mds larga es tomada como la candnica. Luego, los textos son
normalizados substituyendo cada estructura por su estructura candnica.

Un clasificador automadtico asigna cada nueva palabra a un grupo pre-existente de
variantes ortogrdficas o establece un nuevo grupo para la palabra nueva. La similitud
entre palabras es calculada por una adaptacion de la distancia Levenshtein, donde los
costos de operaciones de edicion son sopesados por su ocurrencia en errores y coinci-
dencias del clasificador. Esta distancia de edicion a medida, con costos de operaciones
de edicion aprendidos de ejemplos manualmente clasificados, mejora la distancia Le-
venshtein aumentando su exactitud de .54 a .68.

Como trabajo futuro planeamos comparar la performance de nuestra distancia apren-
dida con la distancia Jaro-Winkler (Winkler, 1999), que es especialmente adecuada
para lidiar con abreviaturas, por su tratamiento particular de los prefijos.

Incrementaremos también el tamafio del contexto para tener en cuenta para que se
aplique la distancia de edicion, especialmente intentando capturar la proximidad al
principio o final de la palabra.

Planeamos realizar una evaluacion de larga escala de la dimension temporal en la
evolucidn de las abreviaturas. Compararemos la performance del clasificador si las
nuevas palabras son provistas como aparecen en el periddico, incorporando palabras
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en diariamente y luego utilizando todas las palabras incorporadas para calcular dis-
tancias con las palabras al dia siguiente, o si intentamos clasificar todas las palabras
en el corpus al mismo tiempo.

También queremos evaluar la performance de los costos de operaciones de edicidn
aprendidas en el dominio de avisos para detectar variantes ortograficas de las palabras
en otros dominios. Mds concretamente, un enfoque similar para mensajes de texto
cortos estd en proceso, incluyendo la construccion de un corpus de mensajes en espa-
fiol, cubriendo el dialecto argentino y uruguayo.
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